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Abstract 
 

Advances in data management technologies are being adapted to resolve difficulties and impacts that aquaculture manifests, 

some aspects that over the years have not been fully managed, are now more feasible to solve, such as the optimization of 

variables that intervene in the growth and increase of biomass, the prediction of water quality parameters to manage and make 

decisions during farming fish, the evaluation of the aquaculture environment and the impact generated by aquaculture, the 

diagnosis of diseases in aquaculture fish to determine more specific treatments, handling, management and closure of 

aquaculture farms. The objective of this article was to review within the last 20 years the various techniques, methodologies, 

models, algorithms, software, and devices that are used within artificial intelligence, machine learning and deep learning systems, 

to solve in a simpler way, quickly and precisely the difficulties and impacts that aquaculture manifests. In addition, the 

fundamentals of artificial intelligence, automatic learning and deep learning are explained, as well as the recommendations for 

future study on areas of interest in aquaculture, such as  the reduction of production costs through the optimization of feeding 

based on good aquaculture practices and parameters of water quality, the identification of sex in fish that do not present sexual 

dimorphism, the determination of quality attributes such as the degree of pigmentation in salmon and trout. 
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Resumen 
 

Los avances en las tecnologías de manejo de datos se están adecuando a resolver dificultades e impactos que la acuicultura 

manifiesta, algunos aspectos que a través de los años no se han podido manejar plenamente, ahora son más factibles de resolver, 

como la optimización de las variables que intervienen en el crecimiento e incremento de biomasa, la predicción de parámetros 

de calidad de agua para manejar y tomar decisiones durante el cultivo, la evaluación del medio ambiente acuícola y el impacto 

que genera la acuicultura, el diagnóstico de enfermedades de los peces para determinar tratamientos más puntuales, el manejo, 

gestión y cierre de granjas acuícolas. El objetivo del presente artículo fue revisar dentro de los últimos 20 años las diversas 

técnicas, metodologías, modelos, algoritmos, softwares y dispositivos que se utilizan dentro de los sistemas de inteligencia 

artificial, aprendizaje automático y aprendizaje profundo, para resolver de una manera más sencilla, rápida y precisa las 

dificultades e impactos que la acuicultura evidencia. Además, se explican los fundamentos de la inteligencia artificial, aprendizaje 

automático y aprendizaje profundo, así también las recomendaciones de estudio futuro sobre áreas de interés en acuicultura, 

como la reducción de los costos de producción mediante la optimización de la alimentación en función de las buenas prácticas 

de acuicultura y parámetros de calidad de agua, la identificación del sexo en peces que no presentan dimorfismo sexual, la 

determinación de atributos de calidad como el grado de pigmentación en salmones y truchas. 
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1. Introducción 

La acuicultura es una actividad productiva en continuo 

desarrollo y crecimiento de vital importancia para la 

seguridad alimentaria (Sabo-Attwood et al., 2021; Gao et 

al., 2019), en contraste con la pesca, que es una actividad 

cada vez más amenazada por la sobre explotación 

(Ahmed et al., 2019). El desarrollo de la acuicultura se 

sustenta en el control de las diferentes variables que se 

manejan durante el cultivo (Ren et al., 2020; Hu et al., 

2020); como la calidad de agua, densidad de carga y 

alimentación entre otros. Con relación al agua, sus 

parámetros de calidad influyen en la morfología, 

características y comportamiento de los peces (Hu et al., 

2020) y se miden utilizando instrumentos y sensores 

(Sabari et al., 2020). Se busca optimizar las interacciones 

y efectos de estas variables para lograr mayores 

rendimientos en cuanto a crecimiento de los animales se 

refiere. Diversidad de pruebas e investigaciones se 

realizan para obtener con mayor precisión los valores 

óptimos de las variables que intervienen en el proceso de 

cultivo, se utilizan para ello diseños experimentales y 

herramientas estadísticas. Considerando que son variables 

que intervienen en simultáneo, en los últimos años se está 

optando por utilizar herramientas más simples con mayor 

capacidad de procesar más número de datos y variables 

(Cevallos-Ampuero, 2004). El aprendizaje automático y el 

aprendizaje profundo son alternativas que se están 

aplicando dentro del marco de la inteligencia artificial, 

para optimizar y resolver nuevos problemas que la 

actividad acuícola presenta. 

Los desarrollos de la automatización y la tecnología 

inteligente han llevado a cabo un desarrollo gradual de la 

acuicultura hacia una dirección intensiva e inteligente en 

todo el mundo (Zhao et al., 2021). Diversos artículos de 

investigación donde se aplica estas tecnologías en 

acuicultura se han publicado en los últimos 20 años, en la 

Figura 1 se aprecia el liderazgo que tiene actualmente 

China, con 144 publicaciones en aplicación de inteligencia 

artificial, esto se correlaciona con la mayor producción en 

acuicultura que este país presenta, seguido de Estados 

Unidos con 41 publicaciones, Noruega un país acuícola 

que destaca en la producción de salmones, participa con 

24 publicaciones, Australia con 21 publicaciones y Corea 

del Sur con 20 publicaciones. Mientras que los demás 

países tienen aportes menores. 

En la Figura 2 se observa la evolución en los últimos 20 

años de estas tecnologías aplicadas a la acuicultura. 

La inteligencia artificial, el aprendizaje automático y el 

aprendizaje profundo son fascinantes dominios científicos 

interdisciplinarios donde las máquinas cuentan con una 

aproximación a la inteligencia humana. La conjetura es 

que las máquinas pueden aprender de ejemplos existen-

tes y emplear este conocimiento acumulado para realizar 

tareas desafiantes como el análisis de regresión, la clasifi-

cación de patrones y la predicción (Mouloodi et al., 2021), 

la acuicultura inteligente se comprometerá a resolver los 

problemas en el desarrollo pesquero y la mejora de la 

productividad de la acuicultura (Zhao et al., 2021).  

 
2. Fundamentos teóricos y conceptuales  

La Figura 3 muestra una síntesis de algunas de las 

principales técnicas y herramientas que se utilizan en los 

campos de la inteligencia artificial y que se describen a 

continuación. 
 

2.1. Inteligencia artificial 

La inteligencia artificial con su denominación en inglés 

“Artificial Intelligence” (AI) se puede definir como la 

emulación computacional del proceso de pensamiento 

humano (Atia et al., 2011a), siendo un campo de la infor-

mática que permite que las computadoras y las máquinas 

tomen decisiones como los seres humanos (Tian et al., 

2020; Ng & Mahkeswaran, 2021). En el uso popular, la 

inteligencia artificial se refiere a la capacidad de una 

computadora o máquina para imitar la mente humana. 

Esto quiere decir aprender de ejemplos y experiencias, 

reconocer objetos, comprender y responder al lenguaje, 

tomar decisiones, resolver problemas, y combinar estas y 

otras capacidades para realizar funciones que un ser hu-

mano podría hacer, como entregar alimento balanceado 

a los peces cuando estos presentan movimientos o 

comportamientos que denoten necesitar alimento.  

 

 
 

Figura 1. Aplicación de inteligencia artificial en acuicultura en el mundo durante los últimos 20 años, expresado en número de publicaciones 

por país.  Información obtenida de la base de datos Scopus (Criterio de búsqueda: Título de artículo, resumen y palabras clave: “Acuiculture” 

& “Inteligencia artificial” en el periodo 2000-2021), en total 401 publicaciones y graficado en Excel con tecnología de Bing ©Australian 

Bureau of Statistics, GeoNames, Microsoft, Navinfo, TomTom. 
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Figura 2. Evolución de la aplicación de Inteligencia artificial en acuicultura en el mundo en los últimos 20 años. (a) Aplicaciones de la 

Inteligencia artificial en acuicultura por temas de investigación. (b) Número de publicaciones de artículos científicos sobre Inteligencia 

artificial, aprendizaje automático y aprendizaje profundo en acuicultura obtenidos de la base de datos Scopus (Criterio de búsqueda: Título 

de artículo, resumen y palabras clave: “Aquaculture” & “Inteligencia Artificial”; “Aquaculture & Machine Learning” y “Aquaculture & Deep 

Learning” en el periodo 2000-2022). En total 467 publicaciones. 
 

2.2. Aprendizaje automático 

El aprendizaje automático, más conocido por su término 

en inglés Machine Learning (ML), se define como un 

campo científico que busca dar a las máquinas la 

capacidad de aprender sin ser estrictamente programado 

(Samuel, 2000a; Samuel, 2000b; Liakos et al., 2018; Yang 

et al., 2020). El aprendizaje automático es una disciplina 

que se centra en la resolución de dos problemas 

interrelacionados y, al aprender datos y algoritmos para 

generar modelos matemáticos, puede mejorar el 

rendimiento del sistema en los sistemas informáticos 

(Jordan & Mitchell, 2015). Al evolucionar a partir de la 

inteligencia artificial, los métodos de aprendizaje 

automático desarrollan modelos que son basados en 

características aprendidas de datos empíricos y puede 

inferir datos desconocidos problemas y descubrir 

patrones desconocidos (Sellars et al., 2013; Yang et al., 

2019). Para tomar decisiones inteligentes de forma 

independiente, las computadoras y las máquinas deben 

aprender a usar algoritmos de aprendizaje automático 

(Sarker, 2021). En general, la efectividad y eficiencia del 

aprendizaje automático depende de la naturaleza y las 

características de los datos y del rendimiento de los 

algoritmos de aprendizaje.  

En el área de algoritmos de aprendizaje automático, aná-

lisis de clasificación, regresión, agrupación de datos, inge-

niería de características y reducción de dimensionalidad, 

aprendizaje de reglas de asociación o técnicas de apren-

dizaje por refuerzo, se construyen de manera efectiva 

sistemas basados en datos (Han et al., 2012; Witten et al., 

2016), donde se ingresan datos de entrenamiento masivos 

para entrenar el modelo, de modo que el modelo pueda 

captar las leyes potenciales contenidas en los datos y 

luego lograr el propósito de clasificar o predecir con 

precisión los nuevos datos ingresados (Zhao et al., 2021). 

 

2.2.1 Tipos de aprendizaje automático 
 

Sobre la base del estilo de aprendizaje, el aprendizaje 

automático se puede dividir en cuatro tipos de aprendi-

zaje: supervisado, no supervisado, semi-supervisado y 

reforzado (Zhao et al., 2021). 
 

(a) Aprendizaje supervisado 

Según Sarker (2021), el aprendizaje supervisado utiliza 

datos de entrenamiento etiquetados y una colección de 

ejemplos de entrenamiento para inferir una función. A 

través del aprendizaje y entrenamiento continuo con 

datos de muestras y resultados conocidos, el modelo 

puede obtener valores y relaciones propios, además de 

pronosticar los resultados (Kotsiantis, 2007). 

Se usa comúnmente para separar datos “clasificación” y 

ajuste de datos “regresión” (Ghiassi & Lee, 2018; Sarker, 

2021). Por ejemplo, mediante un modelo de aprendizaje 

supervisado se puede predecir el tiempo de crecimiento 

de los peces en función de la temperatura, pero antes se 

tendría que entrenar al modelo, con datos de temperatura 

y crecimiento, instruyendo que a mayor temperatura se 

acelera el crecimiento. 
 

Clasificación 

La clasificación es una técnica de aprendizaje automático 

considerada como una técnica predictiva del valor de 

algún atributo, llamado etiqueta, de un determinado 

conjunto de datos (Zhao et al., 2021). Además, la 

clasificación es una forma de aprendizaje supervisada, 

donde se utiliza un conjunto de entrenamiento para 

construir el modelo de aprendizaje. Asimismo, se utiliza 

un conjunto de datos de prueba para verificar la 

consistencia del modelo de aprendizaje desarrollado (Han 

et al., 2012; Sarker, 2021). Las tareas de clasificación 

pueden ser: 
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Figura 3. Campos de la Inteligencia artificial y principales técnicas y herramientas.  

 

Clasificación binaria, que se refiere a tener dos etiquetas 

de clase como "verdadero y falso" o "sí" y “no” (Han et al., 

2012).  

Clasificación multiclase; dentro de un rango de clases 

especificadas los datos se clasifican como pertenecientes 

a una clase (Tavallaee et al., 2009). 

Clasificación de etiquetas multiclase, es una generaliza-

ción de la clasificación multiclase, donde las clases 

involucradas en el problema están jerárquicamente 

estructuradas, y cada dato puede simultáneamente 

pertenecer a más de una clase (Pedregosa et al., 2011). 

Algunos algoritmos de clasificación son: 
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Los clasificadores Naive Bayes (NBC) por su sigla en inglés, 

o también conocido como el ingenuo de Bayes; son 

algoritmos de aprendizaje automático simples pero 

potentes. Se basan en la probabilidad condicional y el 

teorema de Bayes (John & Langley, 1995). Los algoritmos 

Naives Bayes pueden ser interpretados cómo la suma de 

la información que se va obteniendo. Es decir, estos 

algoritmos van ganando información de cada uno de los 

atributos ya sea en favor o en contra de la clase dada 

(Hosmer et al., 2013).  

Análisis discriminante lineal (LDA): Es un método de 

clasificación supervisado de variables cualitativas en el que 

dos o más grupos son conocidos a priori y nuevas obser-

vaciones se clasifican en uno de ellos en función de sus 

características. Haciendo uso del teorema de Ba-

yes, LDA estima la probabilidad de que una observación, 

dado un determinado valor de los predictores, pertenezca 

a cada una de las clases de la variable cualitativa (Amat-

Rodrigo, 2016). 

Regresión logística, es un tipo de análisis de regresión uti-

lizado para predecir el resultado de una variable 

categórica en función de las variables independientes o 

predictoras. Es útil para modelar la probabilidad de ocu-

rrencia de un evento en función de otros factores (Hosmer 

et al., 2000). La regresión logística es el método de análisis 

adecuado cuando se necesita modelizar una variable res-

puesta binaria, por ejemplo, del tipo presencia o ausencia 

de enfermedad, y permite el uso conjunto de covariables 

de tipo categórico y continuo, proporcionando interpre-

tación biológica a sus parámetros (Hosmer & Lemeshow, 

1989; Boggio, 1997). El supuesto de linealidad entre las 

variables dependientes e independientes es considerado 

como un gran inconveniente de la regresión logística. Se 

puede utilizar tanto para problemas de clasificación como 

de regresión, pero se usa más comúnmente para 

clasificación (Sarker, 2021). 

K-vecinos más próximos, conocido por su término en 

inglés como K-nearest neighbor. Puede usarse para 

clasificar nuevas muestras (valores discretos) o para 

predecir (regresión, valores continuos). Sirve para 

clasificar valores buscando los puntos de datos “más 

similares” aprendidos en la etapa de entrenamiento y 

haciendo conjeturas de nuevos puntos basados en esa 

clasificación (Mizianty et al., 2010). 

Máquina de Vectores de Soporte, conocido por su tér-

mino en inglés SVM (Support Vector Machine), es un 

conjunto de algoritmos que construye un hiperplano o 

conjunto de hiperplanos en un espacio de dimensionali-

dad muy alta (o incluso infinita) que puede ser utilizado 

en problemas de clasificación o regresión. Una buena 

separación entre las clases permitirá una clasificación 

correcta (Pedregosa et al., 2011). 

Árbol de decisiones, es una de las principales 

herramientas predictivas que ayudan a seleccionar los 

atributos de mayor incidencia en una decisión de variable 

categórica (que usualmente pero no siempre, es 

dicotómica) basada en un árbol y generando una 

disyunción de conjunciones presentadas como un 

conjunto de reglas para tomar una decisión (Arias et al., 

2013). Se trata de un método no paramétrico, robusto y 

fácil de interpretar. Funciona haciendo particiones 

sucesivas en el espacio de variables buscando siempre la 

variable y el valor umbral de esta, que maximizan la 

homogeneidad de las particiones resultantes (Cánovas-

García et al., 2016). 

Bosque aleatorio, conocido por su término en inglés 

como Random forest, es una técnica que utiliza varios 

árboles de decisión (entre 500 y 2000), los resultados 

obtenidos se combinan a fin de obtener un modelo único 

más robusto en comparación con los resultados de cada 

árbol por separado (Breiman, 2001). Las ventajas del 

bosque aleatorio hacen que se convierta en una técnica 

ampliamente utilizada en muchos campos, por ejemplo, 

teledetección (para clasificación de imágenes), bancos 

(para detección de fraudes y clasificación de clientes para 

otorgamiento de crédito), medicina (para analizar histo-

riales clínicos a fin de identificar enfermedades potenciales 

en los pacientes), finanzas (para pronosticar comporta-

mientos futuros de los mercados financieros) y comercio 

electrónico (para pronosticar si un cliente comprará, o no, 

cierto producto), entre otros (Espinoza, 2010). 

Algoritmo Boosting Adaptativo (AdaBoost), es un método 

que pretende mejorar el desempeño de cualquier algo-

ritmo de aprendizaje supervisado mediante la combina-

ción de los resultados de varios clasificadores débiles o de 

base para obtener un clasificador final robusto (Barbona 

& Beltrán, 2018). Crea un clasificador poderoso al combi-

nar muchos clasificadores de bajo rendimiento para ob-

tener un buen clasificador de alta precisión. En ese sen-

tido, mejora significativamente la eficiencia del clasifica-

dor, pero en algunos casos, puede desencadenar sobre-

ajustes, AdaBoost se utiliza mejor para impulsar el rendi-

miento de árboles de decisión (Pedregosa et al., 2011).  

Algoritmo XG Boost (Extreme Gradient Boosting), es una 

técnica basada en árboles de decisión y que es 

considerada el estado del arte en la evolución de estos 

algoritmos (Espinoza, 2010). Consiste en un ensamblado 

secuencial de árboles de decisión (este ensamblado se 

conoce como CART, acrónimo de “Classification and 

Regression Trees”). Los árboles se agregan 

secuencialmente a fin de aprender del resultado de los 

árboles previos y corregir el error producido por los 

mismos, hasta que ya no se pueda corregir más dicho 

error, esto se conoce como “gradiente descendente” 

(Chen & Guestrin, 2016).  La principal diferencia entre los 

algoritmos XGBoost y Random Forest es que en el 

primero el usuario define la extensión de los árboles 

mientras que en el segundo los árboles crecen hasta su 

máxima extensión (Espinoza, 2010). 

Descenso de Gradientes Estocástico (SGD), es un método 

iterativo para optimizar una función objetivo con las 

propiedades de fluidez adecuada, donde la palabra 

"estocástico" se refiere a probabilidades aleatorias. Esto 

reduce la carga computacional, particularmente en 

problemas de optimización de alta dimensión, 

permitiendo iteraciones más rápidas a cambio de una 

menor tasa de convergencia. Siendo una gradiente la 

pendiente de una función que calcula el grado de cambio 

de una variable en respuesta a los cambios de otra 

variable (Han et al., 2012). 

Clasificación basada en reglas, se puede utilizar para 

hacer referencia a cualquier esquema de clasificación que 
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hace uso de las reglas IF-THEN para la predicción de 

clases (Sarker, 2021). El árbol de decisión es uno de los 

algoritmos de clasificaciones basadas en reglas más 

comunes entre estas técnicas, porque tiene varias 

ventajas, como ser más fácil de interpretar;  

capacidad para manejar datos de alta dimensión; sencillez 

y velocidad; buena precisión y la capacidad de producir 

reglas para una clasificación clara y comprensible (Wu et 

al., 2016). 
 

Análisis de regresión 

El análisis de regresión incluye varios métodos de 

aprendizaje automático que permite predecir una variable 

de resultado continua (y) basado en el valor de una o más 

(x) variables predictoras (Han et al., 2012). La distinción 

más significativa entre clasificación y la regresión es que la 

clasificación predice distintas clases de etiquetas, mientras 

que la regresión facilita la predicción de una cantidad 

continua (Sarker, 2021). 

Regresión lineal y múltiple, la regresión es una de las téc-

nicas más populares de modelado del aprendizaje 

automático. En esta técnica, la variable dependiente es 

continua, la variable o variables independientes pueden 

ser continuas o discretas, y la forma de la recta de regre-

sión es lineal (Sarker, 2021). Se conoce como regresión 

simple el cálculo de la ecuación correspondiente a la línea 

que mejor describe la relación entre la respuesta y la va-

riable que la explica, mientras que la regresión múltiple es 

la extensión del modelo de regresión simple a k variables 

explicativas (Carrasquilla-Batista et al., 2016). 

Regresión polinomial, es una forma del análisis de regre-

sión en el que la relación entre la variable independiente 

X y la variable dependiente Y no es lineal, pero es del 

grado polinómico del n-ésimo en X (Pedregosa et al., 

2011). 
 

Regresión cresta, cuando en un modelo de regresión 

lineal existe una fuerte relación entre sus variables 

independientes se dice que hay multicolinealidad 

aproximada, en esta situación, el estimador de mínimos 

cuadrados ordinarios ofrece resultados inestables, por lo 

que una alternativa es el estimador cresta cuando se 

presenta multicolinealidad (García et al., 2017). 
 

(b) Aprendizaje no supervisado 

El aprendizaje no supervisado analiza un conjunto de 

datos no etiquetados, sin la necesidad de interferencia 

humana. Se usa ampliamente para extraer características 

generativas, identificar tendencias y estructuras 

significativas, agrupando los resultados (Sarker, 2021). 

Analiza grupos de datos similares entre sí (Bakshi et al., 

2014). El aprendizaje no supervisado al no necesitar 

supervisión aprende de los mismos datos, descubriendo 

grupos de datos similares entre sí o patrones, por 

ejemplo; de un conjunto de datos obtenidos de la 

biometría de peces ligados a datos de calidad de agua, el 

modelo puede agrupar grupos de peces con tendencias 

a un rápido crecimiento. Las técnicas más utilizadas son: 

Análisis de agrupamiento, también conocido como 

análisis de conglomerado y en su término en inglés como 

clustering, es una técnica de aprendizaje automático no 

supervisado, para identificar y agrupar puntos de datos 

relacionados en grandes conjuntos de datos sin 

preocuparse por el resultado específico. Lo hace 

agrupando una colección de objetos de tal manera que 

los objetos de la misma categoría, denominados clúster, 

son en cierto sentido más similares entre sí que objetos 

de otros grupos (Han et al., 2012). Son varios los tipos de 

métodos de agrupación. 
 

Agrupamiento por métodos de partición, basados en las 

características y similitudes en los datos, este enfoque de 

agrupamiento categoriza los datos en varios grupos o 

clústeres (Sarker, 2021). La versión más simple y 

fundamental de los métodos de segmentación son los 

métodos de partición, estos organizan los objetos de un 

conjunto en varios grupos exclusivos o clústers. 

Normalmente el número de clústers tendrá la 

nomenclatura “k” (Han et al., 2012). Las técnicas más 

usadas dentro de los métodos de partición son:  

K-means, basada en un centroide, es posiblemente la 

técnica más popular de segmentación, k-means 

agrupa n observaciones o registros en k agrupaciones en 

las que cada observación pertenece a la agrupación con 

el centro más cercano. La agrupación funciona para 

agrupar los registros juntos de acuerdo con un algoritmo 

o fórmula matemática que intenta encontrar centroides, o 

centros, en torno al cual gravitan registros similares (Cao 

et al., 2020).  

k-Medoids, basada en un objeto representativo, es muy 

sensible a los valores atípicos, ya que estos pueden estar 

muy lejanos de la mayoría de los puntos; y, por tanto, 

distorsionar el valor medio del clúster. Se busca corregir 

está desviación que puede generarse; y, propone en lugar 

de determinar un punto medio para calcular la distancia 

entre los puntos, tomar como punto medio uno de los 

datos dados, un objeto representativo, que actuará como 

centroide, y el resto de los datos es asociado al clúster en 

función de la distancia con el centroide (Han et al., 2012). 
 

Agrupamiento jerárquico, se diferencia del agrupamiento 

basado en particiones en que se construye un árbol de 

fusión binario a partir de hojas que contienen elementos 

de datos hasta la raíz que contiene el conjunto de datos 

completo. La representación gráfica de ese árbol que 

incrusta los nodos en el plano se llama dendrograma 

(Nielsen, 2016). Es un método de análisis de grupos 

puntuales, el cual busca construir una jerarquía de grupos 

mediante estrategias aglomerativas (acercamiento 

ascendente: cada observación comienza en su propio 

grupo, y los pares de grupos son mezclados mientras uno 

sube en la jerarquía) y divisivas (este es un acercamiento 

descendente: todas las observaciones comienzan en un 

grupo, y se realizan divisiones mientras uno baja en la 

jerarquía) (Sarker, 2021). 
 

(c) Aprendizaje semi supervisado 

El aprendizaje semi supervisado es un método que 

combina el aprendizaje supervisado con el aprendizaje no 

supervisado. Este método puede realizar la combinación 

de clasificación, regresión y agrupamiento (Zhao et al., 

2021). Opera tanto en datos etiquetados como no 

etiquetados (Han et al., 2012; Sarker et al., 2020). Algunas 

áreas de aplicación donde el aprendizaje semi-

supervisado se utiliza incluyen traducción automática, 

detección de fraudes, etiquetado, clasificación de datos y 

texto (Sarker, 2021).  
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Tabla 1 

Investigaciones realizadas en gestión y toma de decisiones en acuicultura 
 

Método Tema de investigación Técnica / Herramienta Referencias 

Aprendizaje 

profundo 

Modelado de redes neuronales para los efectos 

del oxígeno disuelto en cultivos extensos  
Red neuronal backpropagation. 

Carbajal-Hernández & 

Sánchez-Fernández 

(2017) 

Aprendizaje 

profundo 

Un sistema de gestión inteligente para 

acuaponía, para estimar los parámetros de 

crecimiento a partir de imágenes ópticas. 

Algoritmo ingenuo de Bayes / Red 

neuronal Long-Term-Short-Memory / 

Distancia de Mahalanobis. 

Karimanzira & 

Rauschenbach (2021) 

Aprendizaje 

profundo 

Sistema de apoyo a la toma de decisiones para 

realizar predicciones en acuicultura 

Lógica difusa y Red neuronal 

Backpropagation. 
Wang et al. (2009) 

Aprendizaje 

profundo 

Aplicación de análisis de árbol de fallas y Red 

neuronal difusa para el diagnóstico de fallas en 

el Internet de las cosas para la acuicultura. 

Análisis del árbol de fallas, Red neuronal 

difusa e Internet de las cosas. 
Chen et al. (2017) 

Aprendizaje 

automático 

Desarrollo de un sistema de almacenamiento de 

peces ornamentales basado en grandes datos 

de video. 

Máquina de vectores de soporte. Chen et al. (2018) 

Aprendizaje 

automático 

Sirena: Un nuevo algoritmo informático aplicado 

a la clasificación de las zonas de cultivo. 
Algoritmo Sirena. 

Conte & Ahmadi 

(2016) 

Aprendizaje 

automático 

Métodos de agregación de conjuntos para 

predecir cierre de granjas. 
Clasificador Weka. D'Este et al. (2014) 

Aprendizaje 

automático 

Sistema electrónico inteligente para la gestión de 

estanques en la acuicultura de agua dulce. 

Sistema de soporte de decisiones 

predictivo. 
Kamisetti et al. (2012) 

Aprendizaje 

automático 

Apoyo dinámico a la toma de decisiones basado 

en datos para el cierre de granjas acuícolas. 

Predicción basada en clasificación de 

series de tiempo. 

Shahriar & McCulluch 

(2014) 

Aprendizaje 

automático 

Análisis de características de dispersión posterior 

de acuicultura de balsa flotante basado en 

imágenes ISAR. 

Radar de apertura sintética, Radar de 

apertura sintética inversa y Función de 

dispersión hacia atrás. 

Wang et al. (2019) 

Aprendizaje 

profundo 

Identificación de áreas de acuicultura por 

imágenes satelitales. 

Radar polarimétrico de apertura 

sintética GF3 (POLSAR) y Red neuronal 

convolucional. 

Fan et al. (2019) 

Aprendizaje 

profundo 

Identificación de áreas de acuicultura por 

imágenes satelitales. 

Red neuronal convolucional y Máquina 

de vectores de soporte. 
Fu et al. (2019) 

Aprendizaje 

profundo 

Tecnología de visión por computadora en el 

desarrollo de un repelente ultrasónico. 
Tecnología de visión por computadora. Petrov & Popov (2021) 

Fuente: Información obtenida de la base de datos Scopus (Criterio de búsqueda: Título de artículo, resumen y palabras clave: “Aquaculture” & “Inteligencia 

Artificial”; “Aquaculture & Machine Learning” y “Aquaculture & Deep Learning” en el periodo 2000-2022). 

 

(d) Aprendizaje de refuerzo 
 

El aprendizaje de refuerzo donde la máquina 

aprende por sí sola el comportamiento a seguir en base a 

recompensas y penalizaciones. Es un tipo de algoritmo de 

aprendizaje automático que habilita agentes de software 

y máquinas para evaluar automáticamente el óptimo 

comportamiento en un contexto o entorno particular para 

mejorar su eficiencia (Kaelbling et al., 1996; Sarker, 2021).  

Es un método de aprendizaje automático más complejo 

que enfatiza la interacción constante entre el sistema y el 

mundo exterior. Este método está dirigido principalmente 

a escenarios donde el razonamiento es requerido 

constantemente en el proceso, como la neurociencia 

(Mnih et al., 2015), robots que realizan cirugías (Faust et 

al., 2017) y sistema de piloto automático (Zhu et al., 2018). 

 El método de Monte Carlo, son una amplia categoría de 

algoritmos computacionales que se basan en un muestreo 

aleatorio repetido para obtener resultados numéricos 

(Kaelbling et al., 1996).  Utiliza la aleatoriedad para resolver 

problemas deterministas; optimización, integración 

numérica y hacer dibujos a partir de la distribución de 

probabilidad (Sarker, 2021). 

Q.Learning, es un método de aprendizaje por refuerzo 

que permite resolver problemas de decisión secuencial en 

los cuales la utilidad de una acción depende de una se-

cuencia de decisiones y donde además existe incertidum-

bre en cuanto a las dinámicas del ambiente en que está 

situado el agente (Watkins & Dayan, 1996; Printista et al., 

2000).  
 

2.2.2 Aprendizaje profundo 

El aprendizaje profundo más conocido por su término en 

inglés Deep Learning (DL), está ganando notoriedad en 

los últimos años ya que están mostrando un mejor 

desempeño al abordar muchos problemas de interés en 

la comunidad de aprendizaje automático (Abadi et al., 

2016; Fernandes et al., 2020). Es una rama del aprendizaje 

automático y es de tipo del algoritmo de aprendizaje de 

representación basado en una red neuronal (Deng & Yu, 

2013; Yang et al., 2021). Las redes neuronales artificiales 

(ANN) son programas de computadora que están diseña-

dos para simular las funciones del cerebro humano utili-

zando diferentes algoritmos de aprendizaje, que pueden 

aprender de la experiencia (Gowrishankar et al., 2017). Un 

modelo de red neuronal típico generalmente consta de 

tres capas (Wang et al., 2009) independientes: de entrada, 

oculta y salida. Cada capa se compone de varios procesos 

neuronales (Chen et al., 2003). Las ANN tienen las carac-

terísticas de procesamiento de información notables de 

un cerebro humano, como no linealidad, alto paralelismo, 

robustez, tolerancia a fallas y fallas, capacidad de apren-

dizaje para manejar información imprecisa y difusa y su 

capacidad para generalizar. Por lo tanto, las ANN se 

puede utilizar para resolver problemas complicados de la 

vida real, como clasificación de patrones, agrupamiento, 
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aproximación y optimización de funciones. Hay muchos 

tipos de modelos de ANN que se han desarrollado para 

numerosas aplicaciones diferentes. Basado en el algo-

ritmo de aprendizaje (entrenamiento), el entrenamiento 

del modelo de ANN podría ser supervisado o no supervi-

sado. Para entrenamiento supervisado, el modelo de ANN 

se presenta con conjuntos de datos de entrada-salida, 

mientras que, el entrenamiento no supervisado, el modelo 

de ANN se presenta solo con datos de entrada, y el mo-

delo aprende a reconocer patrones en los datos 

(Gowrishankar et al., 2017). 

El método de la red neuronal implica esencialmente el 

mapeo de un patrón de entrada complejo en otro com-

plejo patrón de salida, utilizando una estructura de pro-

cesamiento de datos formada por neuronas ampliamente 

interconectadas. Porque el método deriva de la compren-

sión de los sistemas neurobiológicos, La red neuronal uti-

liza el concepto de aprender de las entradas para resulta-

dos, similar a la forma en que el cerebro humano aprende 

de la experiencia (Miao, 2010). 

 

3.   Aplicaciones de la inteligencia artificial en 

acuicultura  

En diversas investigaciones se aplicaron la inteligencia 

artificial, aprendizaje automático y aprendizaje profundo, 

para caracterizar los sistemas inteligentes en toma de 

decisiones, en diseños para determinar pronósticos y la 

digitalización de imágenes. A continuación, se describe los 

principales campos de acuicultura, donde la inteligencia 

artificial interviene. 
 

3.1 Gestión y toma de decisiones en acuicultura 

El aprendizaje automático y aprendizaje profundo son los 

métodos más utilizados en investigaciones realizadas en 

temas de gestión inteligente de granjas acuícolas, apoyo 

más dinámico para toma de decisiones en acuicultura e 

identificación de áreas de acuicultura. En la Tabla 1 se 

muestra la información de las principales técnicas 

aplicadas como las redes neuronales, lógica difusa, análisis 

de árbol de fallas, algoritmo sirena y algoritmo ingenuo 

de Bayes, máquina de vectores de soporte, además de 

herramientas como las imágenes satelitales, visión por 

computadora y el internet de las cosas. 
 

 

3.2 Diagnóstico de enfermedades en peces 

La importancia de diagnosticar a tiempo una enfermedad 

en los peces permite aplicar las acciones y tratamientos 

para prevenir pérdidas en la producción. El comporta-

miento de los peces y algunos signos externos son los 

principales datos de entrenamiento para que la inteligen-

cia artificial pueda diagnosticar enfermedades en los 

peces y así evitar su propagación (Ahmed et al., 2021). En 

la Tabla 2 se muestra las investigaciones desarrolladas en 

diagnóstico de enfermedades en peces. 
 

 

3.3 Medio ambiente en acuicultura 

La acuicultura hace uso de insumos como alimentos 

balanceados, medicamentos y otros químicos que 

después de ser utilizados se acumulan en el medio 

acuático, ocasionando el deterioro de la calidad y su 

restricción para los cultivos. Medir y predecir el impacto 

de la acuicultura en el medio ambiente es cada vez más 

rápido y factible con la aplicación de la inteligencia 

artificial y los diferentes métodos de aprendizaje. Cobra 

mayor importancia desde que sus resultados se aplican 

para hacer seguimiento, controlar y regular leyes 

relacionadas al impacto de la acuicultura en el medio 

ambiente. En la Tabla 3 se detalla algunas investigaciones 

técnicas y herramientas para medir el impacto ambiental 

de la acuicultura. 
 

3.4 Predicción de parámetros de cultivo en acuicultura 

Considerando los diversos parámetros que se manejan en 

acuicultura, es una necesidad optimizar estas para alcan-

zar un máximo rendimiento en cuanto a producción. 

En los últimos años, la tecnología de aprendizaje automá-

tico se ha vuelto más profunda y amplia, y los modelos de 

aprendizaje se han aplicado en cada vez más campos, 

siendo la acuicultura uno de ellos (Zhao et al., 2021). Por 

ello la importancia de evaluar y relacionar los parámetros 

que son importantes en el mantenimiento de un entorno 

óptimo o ideal para la acuicultura (Gustilo & Dadios, 2011). 
 

Tabla 2 

Investigaciones con aplicación en diagnóstico de enfermedades en peces 
 

Método Tema de investigación Técnica / Herramienta Referencias 

Aprendizaje 

automático 

Detección de enfermedades de peces 

basada en imágenes  
Máquinas de vectores de soporte  

Ahmed et al. 

(2021) 

Aprendizaje 

automático 

Clasificación de algoritmos para datos de 

química sanguínea para peces. 
Árbol de decisiones. 

Coz-Rakovac 

et al. (2009) 

Aprendizaje 

profundo 

Detección de la enfermedad de la mancha 

blanca. 

Algoritmo híbrido de redes neuronales y lógica 

difusa. 

Fabregas et al. 

(2018) 

Inteligencia 

artificial 

Diagnóstico de enfermedades en peces, 

comparando imágenes con lo real. 
Ingeniería del conocimiento. 

Feijoo et al. 

(1989) 

Inteligencia 

artificial 

Desarrollo de un sistema de telediagnóstico 

de enfermedades de los peces. 
Lógica difusa. Li et al. (2006) 

Inteligencia 

artificial 

Exploración de tendencias emergentes en la 

salud de los animales acuáticos. 

Aplicación de inteligencia de bioseguridad acuática 

de código abierto AquaticHealth.net. 

Lyon et al. 

(2013) 

Aprendizaje 

automático 

La predicción de la resistencia a las 

enfermedades. 

Árbol de decisiones, Máquinas de vectores de 

soporte, Bosque aleatorio, Impulso adaptativo 

(Adaboost) y el aumento de gradiente extremo 

Palaiokostas 

(2021) 

Aprendizaje 

automático 

Sistema inteligente de apoyo a la toma de 

decisiones para la gestión de enfermedades 

/ salud de los peces. 

Máquina de vectores de soporte  
Xiaoshuan et 

al. (2009) 

Fuente: Información obtenida de la base de datos Scopus (Criterio de búsqueda: Título de artículo, resumen y palabras clave: “Aquaculture” & “Inteligencia 

Artificial”; “Aquaculture & Machine Learning” y “Aquaculture & Deep Learning” en el periodo 2000-2022). 
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Tabla 3 

Investigaciones con aplicación en medio ambiente  

Método Tema de investigación Técnica / Herramienta Referencias 

Aprendizaje 

profundo 

Clasificación de la calidad de agua de acuicultura mediante 

red neuronal BP basada en MapReduce. 

Red neuronal backpropagation 

BP 

Wen et al. 

(2020) 

Inteligencia 

artificial 

Un método óptico inteligente de medición de oxígeno 

disuelto basado en un mecanismo de extinción fluorescente. 
Sensor óptico inteligente. Li et al. (2015) 

Aprendizaje 

profundo 

Desarrollo de un conjunto de datos de imágenes 

microscópicas, en apoyo de la detección inteligente de 

fitoplancton mediante el aprendizaje profundo. 

Algoritmo de detección en 

imágenes microscópicas. 
Li et al. (2020) 

Aprendizaje 

automático 

Evaluación del efecto de la acuicultura utilizando tecnología 

basada en sensores con algoritmo de aprendizaje automático. 

Internet de las cosas y algoritmo 

de aprendizaje automático de 

decisión mejorada. 

Manoharan et 

al. (2020) 

Aprendizaje 

automático 

Análisis de aprendizaje automático de frecuencias 

oligonucleótidas bacterial para evaluar el impacto bentónico 

de la acuicultura. 

Algoritmo de Bosques aleatorios. 

Armstrong & 

Verhoeven 

(2020) 

Inteligencia 

artificial 
Clasificación para la calidad del hábitat artificial en acuicultura. Sistema de inferencia difusa. 

Carbajal & 

Śanchez (2008) 

Aprendizaje 

profundo 

Evaluación del potencial de recuperación de aguas residuales 

en acuicultura 
Red neuronal recurrente parcial. 

Chen et al. 

(2003) 

Aprendizaje 

automático 

Modelo de regulación inteligente para mantener un entorno 

de agua limpia y estable en acuicultura. 
Máquinas de vectores de soporte. 

Chen et al. 

(2021) 

Aprendizaje 

automático 

Predicción del estado de calidad ecológica mediante el 

aprendizaje automático supervisado. 
Modelos predictivos. 

Cordier et al. 

(2017) 

Aprendizaje 

automático 

Desarrollo de un sistema sostenible de apoyo a la toma de 

decisiones para una acuicultura en jaulas  
Proceso de jerarquía analítica. 

Halide et al. 

(2009) 

Aprendizaje 

automático 

Sistema de apoyo para la toma de decisiones como 

tecnología ambiental sostenible. 

Sistema de soporte a las 

decisiones. 

Hermawan 

(2018) 

Inteligencia 

artificial 

Evaluación del hábitat artificial en acuicultura utilizando la 

clasificación de patrones ambientales. 
Sistema de inferencia difusa. 

Hernández et 

al. (2010) 

Aprendizaje 

profundo 

Aplicación de redes neuronales artificiales para estimar la 

contaminación regional en aguas subterráneas 
Red neuronal backpropagation  

Kao & Chang 

(2011) 

Aprendizaje 

automático 

Incorporación de efectos acumulativos en evaluaciones 

ambientales de acuicultura. 

Sistema de soporte a las 

decisiones. 

King & 

Pushchak 

(2008) 

Inteligencia 

artificial 
Control del medio ambiente de la acuicultura. Lógica difusa. Lea et al. (1998) 

Inteligencia 

artificial 

Desarrollo de un sistema de evaluación de la idoneidad de las 

áreas de acuicultura basado en tecnología enchufable. 

Sistemas de Información 

Geográfica ArcGIS, Modelo de 

extensión materia-elemento. 

Li et al. (2020) 

Aprendizaje 

automático 

ClimeGreAq, software para la adaptación al cambio climático 

de la acuicultura griega. 

Sistema de soporte a las 

decisiones. 

Stavrakidis-

Zachou et al. 

(2021) 

Aprendizaje 

profundo 

Análisis del sistema de toma de decisiones para la calidad del 

agua en acuicultura basado en el aprendizaje profundo. 

 Red neuronal Long-Term-Short-

Memory. 
Su et al. (2019) 

Aprendizaje 

automático 

Un sistema de apoyo a la toma de decisiones para evaluar el 

riesgo de seguridad de la calidad del agua contaminada en 

estanques 

Máquina de vectores de soporte. 
Tian et al. 

(2009) 

Aprendizaje 

automático 

Inteligencia artificial para detectar la mala calidad del agua 

con sensores remotos. 
Teledetección óptica.  Uz et al. (2020) 

Aprendizaje 

profundo 

Nuevos modelos de evaluación de eutrofización para áreas de 

agua de acuicultura. 

Red neuronal artificial, Red 

neuronal de regresión y Red 

neuronal multicapa de avance. 

Yang et al. 

(2015) 

Fuente: Información obtenida de la base de datos Scopus (Criterio de búsqueda: Título de artículo, resumen y palabras clave: “Aquaculture” & “Inteligencia 

Artificial”; “Aquaculture & Machine Learning” y “Aquaculture & Deep Learning” en el periodo 2000-2022). 

 

Las redes neuronales artificiales están logrando tener 

relevancia en el estudio de procesos y resultados que 

consideren muchas variables de manera simultánea 

(Cevallos-Ampuero, 2004). En los últimos años se han 

desarrollado rápidamente redes neuronales que permiten 

optimizar procesos (Ta & Wei, 2018). La Tabla 4 examina 

ciertas aplicaciones de inteligencia artificial en predicción 

de parámetros de cultivo. 

 

3.5 Alimentación, biomasa y crecimiento 

La tendencia que existe entre el crecimiento de los peces 

en función del tiempo debe ser optimizada en acuicultura, 

así como la combinación de tratamientos que optimizan 

el crecimiento a través del tiempo. Según Chen et al. 

(2019) en la acuicultura, la predicción precisa de la ingesta 

de alimento para los peces del grupo se considera crucial 

a cualquier sistema de alimentación. Por otro lado, la 

sostenibilidad de la acuicultura depende también del 

aspecto económico, siendo el costo de alimentación el 

que influye de manera significativa y en mayor proporción 

que determina cuan rentable es la actividad para 

mantenerse activo. Según Sun et al. (2016) el nivel de 

alimentación está directamente relacionado con la 

eficiencia de producción y costo de reproducción.  
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En la Tabla 5 se puntualiza las herramientas y técnicas 

aplicadas para la investigación en alimentación, biomasa 

y crecimiento en peces. 
 

3.6 Monitoreo y control de piscifactorías 

El propósito para aplicar la tecnología de control de 

procesos en la acuicultura abarca muchos factores 

socioeconómicos (Atia et al., 2011a), medio ambientales y 

productivos. Las diferentes herramientas y técnicas que 

abarca el concepto de internet de las cosas son las más 

utilizadas para el monitoreo y control de la eficiencia y 

mejor comprensión de los procesos en acuicultura. En la 

Tabla 6 se nombran las diferentes técnicas y herramientas 

utilizadas para temas de investigación en monitoreo y 

control de piscifactorías.  
 

3.7 Aplicaciones diversas en acuicultura 

En la Tabla 7 se listan diversas técnicas y herramientas 

utilizadas para investigaciones y aplicaciones diversas en 

acuicultura, algunas se complementan con otras 

tecnologías y áreas de estudio como la genética y 

biología.  

 

Tabla 4 

Investigaciones en predicción de parámetros y variables de cultivo  

 

Método Tema de investigación Técnica / Herramienta Referencias 

Aprendizaje 

profundo 

Sistema de predicción a corto plazo de la 

temperatura del agua en la acuicultura de 

estanques. 

Red neuronal backpropagation optimizado por 

algoritmo genético. 

Chen et al. 

(2018) 

Aprendizaje 

profundo 

Modelo de predicción de la ingesta de alimento 

para peces en acuicultura intensiva. 

Red neuronal backpropagation y Algoritmo 

evolutivo. 

Chen et al. 

(2020) 

Aprendizaje 

profundo 

Segmentación de imágenes de aprendizaje para la 

extracción de medidas corporales de peces y la 

predicción del peso corporal y las características 

de la canal en la tilapia del Nilo. 

Red neuronal convolucional. 
Fernandes et 

al. (2020) 

Aprendizaje 

profundo 

Modelización de la concentración de oxígeno y 

materia orgánica en el sistema de cría intensivo de 

trucha arco iris (Oncorhynchus mykiss). 

Red neuronal de base radial y Red neuronal 

perceptrón multicapa. 

Galezan et al. 

(2020) 

Aprendizaje 

automático 

Pronóstico y mantención de la calidad del agua en 

las piscifactorías de agua dulce. 

Algoritmo del factor atípico local, Internet de 

las cosas y Árbol de decisiones modelo M5. 

Gao et al. 

(2019) 

Aprendizaje 

profundo 

Predicción de la calidad de agua en función a la 

salinidad, temperatura, oxígeno disuelto, pH y 

densidad de carga. 

Red neuronal artificial. 
Gustilo & 

Dadios (2011) 

Inteligencia 

artificial 

Evaluación y predicción de la calidad del agua en 

acuicultura utilizando técnicas de procesamiento 

de señales. 

Lógica difusa. 
Hernández et 

al. (2011) 

Aprendizaje 

profundo 

Predicción de oxígeno disuelto en agua de 

acuicultura basada en agrupación de K-medias y 

red neuronal de aprendizaje extremo.  

Red neuronal de clasificación K.means y Red 

neuronal de aprendizaje extremo. 

Huan & Liu 

(2016) 

Aprendizaje 

profundo 

Predicción de oxígeno disuelto en estanques de 

acuicultura de Apostichopus japonicus. 

Red neuronal backpropagation y Red neuronal 

autoregresivo. 
Li et al. (2010) 

Aprendizaje 

profundo 

Predicción del contenido de oxígeno disuelto en 

Acuicultura de Hyriopsis Cumingii. 
Red neuronal de Elman. 

Liu et al. 

(2012) 

Aprendizaje 

profundo 

Modelo capaz de predecir el oxígeno disuelto con 

precisión en estanques  

Algoritmo de entrenamiento Levenberg-

Marquardt y Algoritmo genético. 

Miao et al. 

(2010) 

Aprendizaje 

profundo 

Pronóstico de las cosechas de Litopenaeus 

vannamei y Penaeus monodon. 
Red neuronal backpropagation. 

Pamungkas 

et al. (2020) 

Aprendizaje 

profundo 

Predicción inteligente de la calidad del agua 

basada en Internet de las cosas para la acuicultura 

de biofloc. 

Internet de las cosas / Redes neuronales. 
Rashid et al. 

(2021) 

Aprendizaje 

profundo 

Estudio sobre la predicción de la temperatura del 

agua en la acuicultura industrial. 

Red neuronal de aprendizaje extremo 

optimizado por algoritmo genético. 

Shi et al. 

(2018a) 

Aprendizaje 

profundo 

Predicción de la temperatura del agua en 

estanques de acuicultura. 
Red neuronal de base radial. 

Shi et al. 

(2018b) 

Aprendizaje 

profundo 

Método de predicción de oxígeno disuelto para 

recirculación del sistema de acuicultura, basado en 

una matriz de atenuación de tiempo y una red 

neuronal convolucional. 

Red neuronal full backpropagation. 
Ta & Wei 

(2018) 

Aprendizaje 

profundo 

Método de predicción de oxígeno disuelto para 

recirculación del sistema de acuicultura. 
Red neuronal convolucional. 

Ta et al. 

(2019) 

Aprendizaje 

profundo 

Modelo de predicción optimizado en tiempo real 

para oxígeno disuelto en estanques de acuicultura. 
Red neuronal backpropagation. 

Yang et al. 

(2014) 

Aprendizaje 

profundo 
Predicción de oxígeno disuelto en acuicultura. 

Red neuronal convolucional tridimensional 

(3D), Red neuronal Convolucional Long-Term-

Short-Memory. 

Zha et al. 

(2021) 

Fuente: Información obtenida de la base de datos Scopus (Criterio de búsqueda: Título de artículo, resumen y palabras clave: “Aquaculture” & “Inteligencia 

Artificial”; “Aquaculture & Machine Learning” y “Aquaculture & Deep Learning” en el periodo 2000-2022). 
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Tabla 5 

Temas de investigación en alimentación, biomasa y crecimiento en peces 

 

Método Tema de investigación Técnica / Herramienta Referencias 

Aprendizaje 

profundo 

Incorporación de inteligencia en el sistema de 

alimentación de peces, para dispensar alimento 

basado según la intensidad de alimentación de los 

peces. 

Red neuronal y análisis de vibraciones del 

comportamiento de los peces. 

Adegboye et 

al. (2020) 

Aprendizaje 

profundo 

Un marco de segmentación de cardúmenes de 

peces de alta densidad para estadísticas de 

biomasa en una jaula de aguas profundas. 

Modelo de fondo gaussiano adaptativo de 

múltiples escalas, Modelo de fondo basado en 

bloques de múltiples escalas y Núcleo de 

convolución ponderado direccional. 

Liu et al. 

(2021) 

Aprendizaje 

profundo 

Evaluación de la intensidad de la alimentación de 

los peces en la acuicultura. 
Red neuronal convolucional y visión artificial. 

Zhou et al. 

(2019) 

Aprendizaje 

profundo 

Uso de algoritmos de aprendizaje automático para 

analizar la estructura del escudo y la identificación 

del sexo de Acipenser ruthenus. 

Algoritmo de Boruta / Algortimo del bosque 

aleatorio / Método de construcción de árbol 

binario / Análisis discriminante binario con 

algoritmo DA / Redes neuronales. 

Barulin N. 

(2019) 

Aprendizaje 

automático 

Sistema de acuicultura inteligente: Un sistema de 

alimentación remota con teléfonos inteligentes. 
Internet de las cosas. 

Imai et al. 

(2019) 

Aprendizaje 

automático 

Investigación sobre el método de estimación de la 

masa corporal de los reproductores de Koi, 

basados en la tecnología de reconocimiento de 

imágenes del estado de alimentación. 

Código OpenCV. 
Ma et al. 

(2020) 

Aprendizaje 

profundo 

Evaluación de la intensidad de la alimentación de 

los peces en la acuicultura con redes neuronales 

convolucionales. 

Red neuronal convolucional, Máquina de 

vectores de soporte y Red neuronal 

backpropagation. 

Ubina et al. 

(2021) 

Inteligencia 

artificial 

Controlador de alimentación inteligente basado en 

visión artificial y comportamiento de alimentación 

para peces en acuicultura. 

Tecnología de visión por computadora. 
Zhou et al. 

(2019) 

Inteligencia 

artificial 

Aplicación de técnicas de inteligencia artificial para 

implementar un sistema práctico de gestión de 

acuicultura en jaulas inteligentes. 

Internet de las cosas. 
Chang et al. 

(2021) 

Inteligencia 

artificial 

Inteligencia artificial impulsada por ontología y 

sistemas de control de acceso para pesquerías 

inteligentes. 

Control de acceso basado en atributos. 
Chukkapalli 

et al. (2021) 

Aprendizaje 

profundo 

Análisis de imágenes de atún para datos 

biométricos. 
Red neuronal artificial. 

Costa et al. 

(2009) 

Aprendizaje 

profundo 

Parámetros de calidad de agua y su relación con 

el crecimiento de los peces. 
Sistema de red neuronal artificial experto. 

Deng et al. 

(2010) 

Aprendizaje 

automático 

Estimación automatizada de la masa de peces 

dentro del tanque utilizando un sistema de 

reflexión infrarroja. 

Algoritmo de bosque aleatorio y Máquina de 

vectores de soporte. 

Saberioon & 

Císař (2018) 

Fuente: Información obtenida de la base de datos Scopus (Criterio de búsqueda: Título de artículo, resumen y palabras clave: “Aquaculture” & “Inteligencia 

Artificial”; “Aquaculture & Machine Learning” y “Aquaculture & Deep Learning” en el periodo 2000-2022) 

 

 

4. Perspectivas de la inteligencia artificial en 

acuicultura 

A medida que la tecnología avanza y lo permita, se tiene 

la posibilidad de optimizar más áreas en acuicultura: 
 

4.1 Optimizar la cantidad de alimento y selección de peces 

la cantidad de alimento a entregar a los peces es un factor 

crítico (Adegboye et al., 2017) está en función de la 

temperatura del agua, la biomasa de la unidad productiva 

(Saberioon & Císaf, 2018) (estanque, jaula flotante), el peso 

promedio de los peces y una tasa de alimentación 

característica de cada tipo de alimento. La estimación de 

la biomasa es una de las prácticas más comunes e 

importantes en acuicultura (Li et al., 2020; Ma et al., 2020). 

Una vez que se determina la cantidad de alimento se debe 

de dar la ración correspondiente, sin embargo, no 

siempre los peces consumen todo lo que se les entrega y 

para evitar las pérdidas del alimento se debe entregar la 

cantidad de alimento exacta sin sobrepasar lo calculado 

(Cho et al., 1994; Zhou et al., 2019), es decir, se puede 

optimizar la entrega del alimento aplicando la inteligencia 

artificial.  

Un “sistema de alimentación automático” debe controlar 

la cantidad y el momento de la alimentación. Incluyendo 

cuatro procesos: "entrada de imagen", "reconocimiento 

de imagen", "control del alimentador" y "acción de 

alimentación" (Kuroki et al., 2020). Los avances en la visión 

por computadora son muy prometedores para aumentar 

el rendimiento de la resta de fondo y detección de primer 

plano y aumentando significativamente la cantidad de 

información que se puede extraer de datos de video (por 

ejemplo, identidad animal, tamaño, forma, color, tasa de 

movimiento, interacciones conductuales) (Weinstein, 

2018). La Figura 4 representa una unidad productiva de 

acuicultura en jaulas flotantes, y se bosqueja la aplicación 

de la inteligencia artificial y sus diversos métodos, técnicas 

y herramientas para optimizar la cantidad de alimento y 

selección de peces. 
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Figura 4. Aplicación de aprendizaje automático y aprendizaje profundo en la optimización de la cantidad de alimento y selección de peces 

en acuicultura. 
 

Tabla 6 

Temas de investigación monitoreo y control de piscifactorías 
 

Método Tema de investigación Técnica / Herramienta Referencias 

Aprendizaje 

profundo 

Técnicas de inteligencia artificial basadas en el 

control del sistema de calentamiento termosolar de 

agua de la acuicultura. 

Control de lógica difusa adaptativa, redes 

neuronales. 

Atia et al. 

(2011b) 

Aprendizaje 

profundo 

Control del flujo de agua caliente para mantener la 

temperatura del agua usando técnicas de 

inteligencia artificial 

Red neuronal artificial. 
Atia et al. 

(2011a) 

Aprendizaje 

profundo 

Optimización de la alimentación en función de la 

temperatura y oxígeno disuelto. 

Algoritmo de entrenamiento Levenberg-

Marquardt y Red neuronal artificial. 

Gowrishankar 

et al. (2017) 

Aprendizaje 

automático 

El sistema de monitoreo de la calidad del agua 

basado en WSN. 
Internet de las cosas. 

He & Zhang 

(2012) 

Inteligencia 

artificial 

Estudio modificado del algoritmo de entrenamiento 

basado en el algoritmo de la colonia de hormigas 

ACO, para una red de sensores inalámbricos en 

acuicultura intensiva WSN. 

Algoritmo de la colonia de hormigas. 
Hua et al. 

(2013) 

Inteligencia 

artificial 
Prototipo de un sistema inteligente de vigilancia. Tecnología de visión por computadora. 

Huang et al. 

(2019) 

Aprendizaje 

profundo 

Diseño de arquitectura de monitoreo y control de 

sistema de acuaponía basado en internet de las 

cosas alimentado por energía solar. 

Internet de las cosas. 
Khaoula et al. 

(2021) 

Aprendizaje 

automático 

Desarrollo de simulador de acuicultura eficiente de 

Sillago japonica mediante aprendizaje reforzado. 

Algoritmo de detección de objetos YOLOv3 

/ algoritmo Mask RCNN /Algoritmo de 

optimización de políticas. 

Kuroki et al. 

(2020) 

Inteligencia 

artificial 

Digitalización de peces que nadan libremente 

basada en visión estéreo binocular. 

Algoritmo de agregación de costos no local 

para la coincidencia estéreo. 
Lin et al. (2016) 

Inteligencia 

artificial 

PelagiCam: Sistema de imágenes subacuáticas con 

visión por computadora, para el monitoreo 

semiautomático de la fauna acuícola. 

Tecnología de visión por computadora. 
Sheehan et al. 

(2020) 

Aprendizaje 

automático 

Equipo autoadaptativo de drones acuáticos con red 

de comunicación para Acuicultura. 
Internet de las cosas. 

Sousa et al. 

(2019) 

Aprendizaje 

profundo 

Detección de puntos claves de peces para 

monitoreo ecológico basado en inteligencia visual 

subacuática. 

Red neuronal convolucional Faster - Faster. 
Suo et al. 

(2020) 

Aprendizaje 

automático 

Avances actuales y desafíos futuros de las 

aplicaciones de inteligencia artificial en el monitoreo 

y control de materia particulada. 

Internet de las cosas y Monitoreo de 

partículas en suspensión. 

Yang et al. 

(2021) 

Aprendizaje 

profundo 

Propuesta de una estrategia de control PID basada 

en redes neuronales para regular la temperatura. 

Red neuronal basado en algoritmo de 

control. 
Yu et al. (2015) 

Fuente: Información obtenida de la base de datos Scopus (Criterio de búsqueda: Título de artículo, resumen y palabras clave: “Aquaculture” & “Inteligencia 

Artificial”; “Aquaculture & Machine Learning” y “Aquaculture & Deep Learning” en el periodo 2000-2022) 
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Tabla 7 

Aplicaciones diversas en acuicultura  

 

Método Tema de investigación Técnica / Herramienta Referencias 

Aprendizaje 

profundo 

Detección de peces, sistema de visión artificial 

para el seguimiento de peces por imágenes. 
Red neuronal artificial y visión artificial. 

Almero et al. 

(2019) 

Aprendizaje 

profundo 

Aprendizaje de transferencia sobre detección 

para sistema de visión subacuática. 
Red neuronal convolucional. Isa et al. (2020) 

Aprendizaje 

automático 

Uso del patrón binario local como herramienta 

para la extracción de características del género 

scylla. 

Análisis Discriminante Lineal / Máquinas de 

vectores de soporte / K-vecino más próximo y 

Patrones binarios locales. 

Ali & Fauzi 

(2019) 

Aprendizaje 

automático 

Inteligencia artificial: Control remoto móvil 

basado en 5G. 
Internet de las cosas. 

Angani et al. 

(2019) 

Aprendizaje 

automático 

Inteligencia artificial: Control de flujo basado en 

internet de las cosas utilizando MQTT. 
Internet de las cosas. 

Angani et al. 

(2019) 

Aprendizaje 

automático 

Modelo de evaluación del proyecto de 

investigación de tecnología de robots de 

acuicultura basado en aprendizaje automático. 

Tecnología robótica. Cheng (2020) 

Inteligencia 

artificial 

Inteligencia de enjambres en la gestión óptima 

de las granjas acuícolas. 

Algoritmo de optimización basado en 

enjambres de partículas. 

Cobo et al. 

(2015) 

Aprendizaje 

automático 

Integración de datos ambientales locales e 

información de ciencia ciudadana no impulsada. 
Modelo aditivo generalizado. 

Gutiérrez-

Estrada et al. 

(2021) 

Inteligencia 

artificial 

Diseño de vehículos subacuáticos autónomos 

para las jaulas de acuicultura. 
Vehículo subacuático autónomo. Lee et al. (2007) 

Aprendizaje 

profundo 

Transcriptómica del ARNm y la calidad del huevo 

en peces de piscifactoría: algunos desarrollos 

recientes y direcciones futuras. 

Red neuronal artificial. 
Sullivan et al. 

(2015) 

Aprendizaje 

profundo 

Bioimagen: ajuste de umbral automático y 

segmentación a través de redes neuronales. 
Red neuronal y segmentación por umbral. 

Urbanová et al. 

(2017) 

Aprendizaje 

automático 
Selección genómica en acuicultura: Máquina de vectores de soporte. 

Zenger et al. 

(2019) 

Aprendizaje 

automático 

Manejo de reflejos de agua para visión artificial 

en acuicultura. 
Máquina de vectores de soporte. 

Zhou et al. 

(2018) 

 Fuente: Información obtenida de la base de datos Scopus (Criterio de búsqueda: Título de artículo, resumen y palabras clave: “Aquaculture” & “Inteligencia 

Artificial”; “Aquaculture & Machine Learning” y “Aquaculture & Deep Learning” en el periodo 2000-2022) 

 

4.2. Para la identificación del sexo de los peces 
 

El sexo biológico en los peces es un rasgo complejo y 

muestra un alto nivel evolutivo (Martínez et al., 2014; Mei 

& Gui, 2015; Lu & Luo, 2020). La identificación del sexo en 

los peces y su separación en espacios diferentes es una 

actividad importante que asegura la sostenibilidad de 

semilla para la acuicultura, mantener un plantel de 

reproductores machos y hembras es prioridad para 

proyectar la producción de semilla. Según Barulin (2019), 

la perfecta determinación temprana del sexo se considera 

imposible.  

En algunas especies como salmónidos y truchas donde 

existe dimorfismo sexual la tarea no es complicada, sin 

embargo, en especies como el Arapaima gigas, una 

especie amazónica de gran importancia, que no 

manifiesta dimorfismo sexual, aún se presenta el 

inconveniente para la identificación del sexo. La mayoría 

de los métodos conocidos son difíciles de usar, causan 

estrés al pez o se usan a una edad relativamente tardía, 

se recurre a prueba bioquímicas para analizar en la sangre 

del pez la presencia de hormonas como la vitelogenina 

para determinar el sexo del pez, esto conlleva a un estrés 

adicional del pez. Se podría aplicar inteligencia artificial 

mediante visión artificial (Zhou et al., 2018) para 

correlacionar los datos de comportamiento del pez 

(Yongqiang et al., 2019), movimientos y dimensiones del 

cuerpo con el sexo del pez. 

 

4.3 Grado de pigmentación del músculo de salmón y 

trucha 

Los salmones y truchas tienen como atributo de calidad el 

grado de pigmentación del músculo. Para alcanzar el 

grado de pigmentación proyectado se añade al alimento, 

el pigmento artificial astaxantina, durante un tiempo 

definido se alimenta con este tipo de alimento 

denominado pigmentante. El control que se realiza para 

confirmar el grado de pigmentación alcanzado es 

mediante el sacrificio del pez. Sin embargo, se podría 

aplicar inteligencia artificial para optimizar el tiempo de 

pigmentación en función a variables como la temperatura 

del agua, cantidad de alimento entregado y talla del pez 

(Lin et al., 2016).   

 

5. Conclusiones 

Durante los últimos 20 años, la inteligencia artificial, y los 

campos que abarca; aprendizaje automático, aprendizaje 

profundo, así como las diversas técnicas y herramientas 

que utilizan, se han venido usando de manera más intensa 

en la acuicultura. 

En comparación con las herramientas estadísticas 

convencionales, el desarrollo de la inteligencia artificial, el 

aprendizaje automático y la red neuronal ha ampliado el 

alcance de la aplicación inteligente en la acuicultura y ha 

mejorado la optimización de las principales variables 

como es el oxígeno disuelto y temperatura.  
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Sin embargo, las tecnologías estudiadas aún tienen el reto 

de resolver problemas como optimizar la cantidad de 

alimento y alimentación en granjas acuícolas, la identifica-

ción del sexo de los peces y la determinación del grado 

de pigmentación del músculo de salmones y trucha.  
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